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[摘 要] 本文基于国家自然科学基金创新研究群体项目“城市工程结构抗灾韧性与智能防灾减

灾”(编号:51921006)和重大研究计划集成项目“高雷诺数湍流数据库的构建及湍流机器学习集成

研究”(编号:92152301)的研究,从土木工程防灾减灾学科背景和现状、灾害控制方程物理机器学习

求解理论、智能风工程、智能地震工程和防灾减灾智能设计等方面介绍国内外土木工程智能防灾减

灾理论体系的研究进展,并对其未来学术发展方向做了探讨和展望。
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土木工程灾害主要包括风、地震、火灾和爆炸

等,其中风灾和地震具有极端性和复杂性特征,是土

木工程防灾减灾领域研究最深入、最系统的两类灾

害,并分别形成了风工程和地震工程两个学科分支。
因此,本文主要讨论这两类灾害。传统风工程和地

震工程理论是以物理力学为基础建立的,其科学逻

辑是灾害作用➝结构物理力学模型➝结构灾害响

应。但随着高层建筑、大跨空间建筑和大型桥梁等

工程复杂度愈来愈高,传统物理力学灾害模拟的准

确性和计算效率都变得极具挑战;另一方面,历经百

年发展的土木工程风灾和地震灾害积累了大量数

据,当前人工智能装备与系统(包括无人机、机器人、
群智感知装备、计算机视觉、边缘计算等)也极大促

进土木工程高密度灾害数据的感知和采集。基于机

器学习高维非线性函数逼近能力的科学原理,并融

合土木工程物理定理、规律与控制方程,挖掘并揭示

土木工程大数据蕴含的灾害高维行为及其物理机制

和规律,建立作用至结构响应映射的物理机器学习

模型,研究大规模城市工程系统灾害行为智能计算

方法和灾害物理—数据(实—虚交互)管理技术,发
展土木工程防灾减灾智能设计方法,开创人工智能

与土木工程防灾减灾融合的研究范式和理论体系,
深刻变革土木工程防灾减灾科学与技术。
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1 学科背景与现状

1940年美国Tacoma大桥风毁拉开了现代风工

程研究的序幕,自此结构抗风设计不仅考虑静风效

应还要考虑风致振动,风振包括颤振、抖振、涡振、尾
流驰振、风雨振等,历经80余年发展,至今已形成系

统的风工程理论。这些理论以结构动力学为核心,
主要研究建立半经验半理论气动力模型。虽然风工

程理论在实践中取得巨大成功,但还存在一些重要

挑战:
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  (1)
 

随着土木工程结构复杂度提高,低维空间

半经验半理论气动力模型和结构力学模型准确性和

普适性面临巨大挑战,且气动力模型参数需要大量

风洞试验标定确定。充分利用80余年风工程积累

的大数据,基于机器学习高维空间非线性函数逼近

能力,并融合传统风工程理论,建立基于大数据的气

动力和结构力学物理机器学习模型,研究基于大数

据的风场与结构风振映射关系物理机器学习求解方

法,将传统风工程变革为大数据机器学习范式的风

工程[13]。
(2)

 

结构风振是流固耦合问题,涉及流体微分

控制方程和动力学微分控制方程,传统风工程主要

以结构动力学为核心,对流体动力学和涡动力学研

究很少,严重制约对结构风振机理深刻认识、结构气

动力模型精确建模、以及结构气动外形与流动控制

技术创新。基于机器学习高维空间非线性函数逼近

能力和灵活网络架构,微分方程机器学习求解范式

已经成为应用数学和流体力学领域研究热点[4,5],微
分方程求解精度与效率有望取得突破性进展[6],它
不仅变革微分方程求解范式,也为传统风工程拓展

至流体动力学和结构动力学双核心提供契机。
地震工程起源于20世纪20年代末,地震工程

学科体系涵盖工程地震、结构地震响应分析理论、结
构抗震试验技术、结构抗震设计方法、震后评估与恢

复重建决策理论等。历经百年发展,地震工程科学

理论和技术已相对成熟。地震工程领域长期存在计

算不准确难题,当前还面临大规模城市地震动场和

工程系统计算效率以及震后大规模城市工程系统地

震破坏评估效率低和主观性等挑战,机器学习和人

工智能为解决这些挑战提供了新的学术思路:
(1)

 

充分利用百年科学研究和历次地震灾害积

累的大数据,建立基于大数据的输入输出映射关系

的物理机器学习模型,研究土木工程非线性地震响

应、大规模地震动场和大规模城市工程系统地震破

坏、震后大规模城市工程系统地震破坏与损失的高

效高精度物理机器学习求解方法,将传统基于物理

力学的地震工程变革为基于大数据机器学习范式的

地震工程。
(2)

 

与风工程相似,地震工程波动微分控制方

程和动力学微分控制方程物理机器学习求解范式也

将变革传统地震工程控制方程的数值计算范式。
风工程与地震工程物理机器学习求解理论的本

质是高维空间非线性函数隐式或显式地逼近控制方

程与模型的解,其求解统一网络架构如图1所示,隐
式求解是基于大数据建立输入输出映射关系的数据模

型,显式求解无需大数据直接以满足控制方程及其初

边值条件为约束进行求解。具体求解方式分为三类:
 

(1)
 

机器学习显式求解微分方程,输入是求解

问题的时空坐标和灾害作用/源项,输出是方程的

解,以方程平衡条件和初边值条件为损失函数,损失

函数最小使输出等于方程的解。
(2)

 

机器学习显式或隐式替代传统计算流体力

学或动力学或波动方程数值计算的某些模块,以提

高计算精度或计算效率,称之为数值计算—机器学

习混合方法。
(3)

 

物理增强微分方程数据求解方法,通过大

数据并融合物理性质建立输入输出映射的机器学习

模型,该模型隐式地以高维函数逼近微分方程的解

(或解的部分性质)与模型,因而可以推广至数据未

涵盖的参数区间、初边值条件和荷载等,以及将低可

信低质量数据同化为高可信高质量数据,因通过前

向简单数学运算直接预测方程的解或模型输入输出

映射关系使得该方法计算效率较高,广泛应用于建

模预测和数据同化。
与计算机领域不同,土木工程遵循相关的物理

定理和规律及控制方程,机器学习融合土木工程物

理性质,可约束解空间,极大提高机器学习计算精

度、计算效率、计算规模、泛化能力与鲁棒性。
由于(1)和(2)均直接涉及微分控制方程的求

解,是风工程和地震工程共性基础问题;(3)通过挖

掘数据特征隐式逼近微分控制方程的解(或解的某

些性质)和模型。因此,本文首先介绍基于(1)和(2)

图1 土木工程智能防灾减灾物理机器学习求解范式统一网络架构
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范式的土木工程灾害控制方程物理机器学习显式和

混合求解方法;其次介绍基于(3)范式的智能风工

程、智能地震工程研究进展;最后介绍土木工程防灾

减灾智能设计方法相关进展。

2 土木工程灾害控制方程物理机器学习显

式和混合求解方法

风工程和地震工程控制方程包括流体力学微分

方程(Navier-Stokes方程,简称 N-S方程)、动力学

微分方程和波动微分方程。本文介绍几类微分方程

物理机器学习显式和混合求解方法。
2.1 微分方程物理机器学习显式求解方法

微分方程物理机器学习显式求解的原理是神经

网络通用近似定理可逼近微分方程时空解,分为网

络时空表征求解方法与参数化非线性偏微分方程算

子学习求解方法。
网络时空表征求解方法可获取微分方程的强解

或弱解。求解微分方程强解的代表性网络为物理融

合神经网络(Physics-informed
 

Neural
 

Networks,
 

PINNs)[7]:神经网络输入为微分方程求解域时空坐

标、输出是方程的解,损失函数为微分方程残差和初

边值条件,训练网络使损失函数收敛至最小值即获

得微分方程的解。Jin等[8]在PINNs框架下设计了

求解N-S方程的NSFnets,其架构如图2所示,图中

u=[u,v,w]T 为无量纲速度,t为无量纲时间,p 为

无量纲压力,Re=UD/ν为特征速度U、特征尺度D
与运动粘性系数ν定义的雷诺数。NSFnets将流场

速度u=[u,v,w]T 与压力p 表征为时空函数(t,

x,y,z)→(u,v,w,p),损失函数约束网络输出(u,

v,w,p)满足N-S方程及初边值条件,

L=Le +αLB +βLI, α̂
(k+1)=

| θLe|
| θLB|

,

β̂
(k+1)=

| θLe|
| θLI|

(1)

式中Le、LB 和LI 分别对应N-S方程、边界条件和

初始条件的损失函数;α、β分别为自适应权重系数,
其平衡微分方程和初边值条件对损失函数的贡献。

NSFnets设计了自动微分计算层,因而理论上可不

受空间网格和时间间隔的限制。

Jin等[8]采用NSFnets实现了高精度长时湍流

模拟,如图3所示。特别地,在不需要改变NSFnets

图2 NSFnets网络架构[8]

图3 长时湍流模拟:DNS参考解和NSFnet解在t+ =24.67时刻z-y平面瞬态流场[8]
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架构下,可以与正向适定问题相同的计算代价,求解

边界条件不完备或含噪声的N-S方程不适定问题和

反问题,且能获得高精度解,而传统计算流体力学

(Computational
 

Fluid
 

Dynamics,
 

CFD)不能求解此

类问题。

PINNs不仅可求解N-S方程,亦可求解波动方

程及其 反 问 题。在 已 知 部 分 位 移 监 测 数 据 时,

Karimpouli等[9]基于PINNs求解了一维地震波动

方程反问题,精确反演了位移场与地震波传播速度,
并发现PINNs比高斯随机过程在反演地震波传播

速度时具有更高精度。

PINNs求解微分方程时,在某些复杂流动下,
损失函数在网络训练中可能无法下降低于阈值,从
而无法保证解满足方程,又因网络涉及二阶导数,自
动微分计算效率低。Chen等[10]和Sirignano等[11]

提出了改进的方法,但上述问题仍未很好解决。

图4 傅里叶神经算子:
 

A.
 

傅里叶神经算子架构;
 

B.
 

傅里叶层[14]

网络时空表征求解方法对不同参数和初边值条

件需重新训练网络,求解效率较低。基于神经网络

算子通用近似定理,参数化非线性偏微分方程算子

学习求解方法得到了广泛研究。Lu等[12]基于神经

网络算子通用近似定理,提出了建立微分方程参数

函数空间到解函数空间映射的DeepONet。为增强

DeepONet物理约束,Wang等[13]在损失函数中增

加了方程残差,有效提升了精度,但网络训练效率明

显降低。Li等[14]提出了求解参数化非线性偏微分

方程的傅里叶神经算子(Fourier
 

Neural
 

Operator,

FNO),如图4所示。FNO 建立了参数函数空间

= (D;
da)到解函数空间 = (D;

du)的映

射关系。针对参数函数a(x)∈ ,首先由神经网络

P:
da →

dv 投 影 到 高 维 空 间 函 数v0 (x)=
P(a(x));其次采用包含以ϕ 为参数非局地核积分

算子 (a;ϕ)、局地线性变换W、局地非线性激活函

数σ的傅里叶层迭代更新:vt+1(x)=σ(Wvt(x)+
( (a;ϕ)vt)(x)),非局地核积分算子 (a;ϕ)通过

傅里叶变换 转化为乘积运算显著提升计算效率

( (a;ϕ)vt)(x)= -1(Rϕ·(vt))(x) (2)

最后,由神经网络Q:
dv→

du 投影到解函数u(x)

=Q(vT(x))。
当前,微分方程物理机器学习求解方法的逼近

精度、训练收敛性和求解效率仍不及传统数值求解

方法,该问题是一个富有价值且面临巨大挑战的研

究课题。

2.2 数值计算—机器学习混合方法

传统数值计算方法中某些模块控制着计算精度

或计算效率,利用大数据建立这些模块的机器学习

模型,并嵌入传统数值计算方法,可以显著提高数值

计算精度和效率(例如流体力学的湍流模型和动力

学的材料或构件本构关系模型)。机器学习模型可

以在数值计算中保持不变,也可以利用数值计算中

产生的数据微调机器学习模型参数[15](称之为主动

学习策略)。本文以湍流模型为例,介绍数值计算—
机器学习混合方法研究进展。

传统半经验半理论湍流模型普适性和精度较

差。Jiang等[16]利用湍流大数据,提出了湍流模型

物理机器学习统一网络架构,并将其嵌入传统CFD
数值计算软件OpenFOAM,求解流体控制方程得到

结构流速场和压力场,网络架构如图5所示。受湍

流代数模型启发,该网络设计两个子网络分别学习

湍流模型的基和系数;其次,设计网络输入输出满足

扩展伽利略不变性、尺度不变性、对称性和唯一性,

f1☉f2(q,RQRT;θπ)=R[f1
 ☉f2(q,Q;θπ)]RT

(3)

f1:q'={s'm,ω'm}→g'={g1,g2,
 

…} (4)

f2:Q={s,ω}→ ={T(i)}10i=1 (5)

式中f1 为湍流模型标量系数映射函数,f2 为湍流

模型张量基映射函数,f1☉f2 代表数据模型必须符

合旋转和反射不变性,R 为任意正交基张量,q 和Q
分别为标量系数网络和张量基网络输入向量,θπ 为

网络可训练参数,a 为应力各向异性张量,s为平均

应变速度 梯 度 张 量,ω 为 旋 转 速 率 张 量, 为 张

量基。
采用聚类算法实现不同物理特征数据分类并重

采样保持数据平衡以实现公平性学习,并设计了提

高湍流模型稀疏性和鲁棒性的损失函数

J(θ;λc;λw; )≡
1
9N􀰐‖a

-1â-I‖2F

+λw
 ‖w‖22

+λc
1
4N􀰐‖c‖

2
2 (6)

式中N 为样本数,λw 和λc 为正则化因子,第一项为

应力各向异性应力张量无偏估计,第二项降低网络
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复杂度,获得噪声不敏感模型封闭系数并防止过拟

合,第三项缓解不适定问题。网络输出后连接可实

现性模块,使网络输出各向异性应力张量满足流体

物理性质。
以槽道流和管流数据训练网络,预测结果验证

了网络精度、泛化能力和鲁棒性。
数值计算与机器学习混合方法在许多领域取得

成功,例如Zhang等[15]采用主动学习策略,构建具

备第一性原理精度的神经网络原子间势函数,实现

高精度大规模分子动力学模拟[17]。当前面临的主

要问题是机器学习输出可能不满足研究问题的物理

约束,导致数值计算不收敛。
虽然深度学习具有很好的高维非线性函数逼近

能力,但其对高频特征的逼近误差大,导致方程求解

精度差、效率低、甚至不收敛,是今后值得关注的研

究课题。

3 智能风工程

智能风工程主要包括流场和风场建模预测、气
动力建模、结构风效应建模与预测、结构风灾损失预

测、结构风效应诊断的机器学习方法,其科学本质是

挖掘大数据高维空间共性特征,以高维非线性函数

逼近流体控制方程和结构动力学方程的解(或解的

部分性质)和模型,解决物理建模精度和普适性差的

难题。

Jin等[18]基于钝体尾流的雷诺应力、旋涡生成

长度、基底压力之间存在强相关性的流体物理性质,
建立圆柱表面压力p 与绕流场(u,v,w)映射的多

尺度融合卷积神经网络,该网络隐含流体控制方程

的性质,可捕捉压力脉动时空场平移不变性特征和

精确时空信息,如图6所示。采用某些雷诺数工况

数据(Re;p;u,v,w)训练网络,而对其他雷诺数工

图5 湍流模型物理机器学习统一网络架构与雷诺应力预测结果[16]

图6 圆柱绕流场数据求解:
 

A.
 

圆柱绕流场预测的多尺度融合卷积神经网络;
 

B.
 

预测结果[18]
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况,可由圆柱表面压力精确预测绕流速度场。Yu
等[19]提出结合小波变换、奇异谱分析以及Elman神

经网络的风速预测模型,其使用小波分解将原始风

速数据分解为多个子序列,然后使用奇异谱分析将

频域最高的子序列进行降噪,再由各个子序列使用

Elman神经网络进行预测并求和得到风速预测结

果。Wang等[20]提出基于集成学习的风速概率预测

方法,该方法首先建立长短时记忆神经网络(Long
 

Short-term
 

Memory,
 

LSTM)和随机森林预测模

型,然后将两个模型的预测结果作为高斯过程回归

模型的输入并给出最终的预测值以及相应置信

区间。
气动力建模是风工程经典问题之一,传统半经

验半理论模型的普适性较差。挖掘多种工况大数据

的共性特征,可建立普适性强的气动力模型,即建立

风况、结构气动外形参数和结构响应与气动力的非

线性映射关系。Hu等[21]构建了决策树回归、随机

森林、极端梯度提升、生成对抗网络等四个高层建筑

风压系数预测机器学习模型,对比结果表明生成对

抗网络模型可以仅根据30%的训练数据预测风压。
陈讷郁等[22]基于大跨度桥梁气动力特性风洞试验

数据,采用前馈神经网络建立了扁平箱梁和倒梯形

梁截面外形参数与静力三分力系数非线性函数映射

关系,预测了不同气动外形主梁的升阻力系数。

Liao等[23]以气动外形控制点坐标、竖向和扭转等效

质量、自振频率以及阻尼比为输入,颤振临界风速为

输出,采用全连接神经网络,径向基函数神经网络,
随机森林回归算法和梯度提升回归树算法对不同气

动外形流线型箱梁颤振临界风速进行建模预测。Li
等[24]采用LSTM建立桥梁颤振流固耦合作用气动

力降阶模型,通过高保真流体数值模拟数据训练和

验证表明,该模型可准确预测不同类型箱梁断面颤

振气动力。
大型结构雷诺数高存在复杂的流动分离和动力

学机制,很难建立准确的物理模型。基于大量风洞

试验数据和现场原型结构监测数据,并融合传统风

工程理论,采用物理增强数据范式,以风场参数、结
构几何外形和动力特性为输入,以结构风振响应为

输出,建立基于大数据的结构涡振、抖振和颤振的物

理机器学习模型得到了广泛的研究,其本质是逼近

流体控制方程和结构动力学方程,是研究流固耦合

问题的新范式。涡振是非线性流固耦合效应,经典

涡振理论无法适用实际大跨度桥梁非定常非一致自

然风场,加之实际大跨桥梁阻尼机制极其复杂难以

建立准确的物理力学阻尼模型。涡振持续时间长,
导致基于大数据的桥梁涡振机器学习模型难以训

练。但涡振机理表明,桥梁涡振一般以单频为主振

动,Li等[25]提出实际大跨桥梁涡振振幅递归循环神

经网络模型和傅立叶基融合建模方法,建立了非定

常非一致风场超高雷诺数大跨桥梁涡振响应预测物

理机理学习模型:

y(t)=A(t)sin[ωt+φ],

A
·(t)=f1(A(t),U(t)),f1:{Ut,

 

At}→At+1

(7)

f1:At+1=At+fN,1(At,Ut;wN,1)Δt,Lf1

=
1
N􀰐

N

t=1
‖At-A

~
t‖22 +λw‖wN,1‖22(8)

式中A(t)和A
·(t)为涡振幅值及其微分,ω 为涡振

频率,U (t)为 时 变 风 速,At=A (kΔt),
 

Ut =
U(kΔt),wN,1 为网络训练参数。该模型可准确预测

实际大跨度桥梁长时涡振,如图7所示。

图7 大跨度桥梁涡振物理器学习模型及预测结果[25]

抖振是脉动风速诱发的结构随机振动,由Sy(ω)

=H(ω)F(ω)F(ω)*T(H(ω))*T 计算,Sy(ω)、F(ω)
和H(ω)分别为抖振响应功率谱、抖振荷载傅立叶变

换和结构频响函数。基于抖振 理 论 启 发,Laima
等[26]构建了 H(ω)和F(ω)双神经网络,且 H(ω)和
F(ω)通过Sy=HFF*TH*T 强制连接,形成抖振响应

物理机器学习模型,如图8所示,该模型可准确预测

实际大跨桥梁抖振响应,而传统方法因抖振荷载和

结构物理力学模型建模困难,预测的误差很大。
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颤振是小参数敏感非线性动力学问题,网络累

积误差使长时预测十分困难,Li等[27]提出嵌入动力

学控制方程计算桥梁颤振响应和气动力的LSTM
神经网络,LSTM 表征气动力Pt+1

se 与气动外形S、

风速U 和振动{xt,x·t
 

}之间的函数映射关系,f2
 为

嵌入的动力学控制方程,利用LSTM 输出的气动力

Pt+1
se 和动力学方程计算LSTM下一步状态xt+1,如

图9所示,该网络架构保证每一时间步桥梁颤振响

应均满足动力学方程,避免误差累积,解决了小参

数敏感问题,实现不同气动外形桥梁非线性颤振气

动力和响应长时准确预测,并准确给出颤振临界

风速。
结构风灾损失预测是风工程的重要研究内容。

Huang等[28]以风速、风攻角、建筑尺寸、屋面坡度、
地形粗糙度等变量为输入,屋面损毁比例为输出,采
用深度神经网络建立了屋面损坏的快速预测模型,
对风暴潮期间不同工况下屋面损毁情况进行了快速

评估。

图8 桥梁抖振物理机器学习网络构架和预测结果[26]

结构特殊结构风效应诊断可为研究结构风灾机

理和风灾评估奠定基础。通过构建表征结构风效应

的高维特征空间,可实现高维空间无监督和有监督

风效应自动准确诊断,高维特征空间能更准确地表

征特殊风效应的物理性质。Li等[29]建立了表征桥

梁涡振的能量时域和频域二维特征空间,发现二维

特征空间内不同振动存在不同聚类模式,提出大跨

度桥梁涡振自动诊断密度聚类算法。Arul等[30]和

Lim等[31]进一步将特征空间维数增加,在某高层建

筑和某斜拉桥上实现了涡振的机器学习自动识别。
智能风工程研究面临的挑战之一是数据不完备

性,尤其来流风速场不完备性,导致无法保证网络输

入与输出映射关系的唯一性;其次,当前一个网络仅

适用一座结构,应采用迁移学习网络架构,或将结构

参数和风速场作为输入变量集,建立某一类风效应

预测的统一网络。

4 智能地震工程

当前智能地震工程的研究主要包括地震动场机

器学习模型、结构非线性滞变机器学习模型和结构

地震响应快速计算的机器学习模型以及震后结构和

城市工程系统损伤评估机器学习方法,其主要通过

机器学习模型逼近波动方程(地震动)和结构动力学

方程(结构地震响应)的解,并为增强模型泛化能力

可嵌入控制方程和相关的物理性质。
地震动场特征和地震动参数预测模型是地震

工程的基础。近年来,机器学习在地震动领域取得

重要进展,DeVries等[32]建立基于主震预测大震后

余震分布的机器学习模型,精度远高于传统库仑破

裂应力变化法;Khosravikia和Clayton[33]采用神经

网络、随机森林等建立了美国俄克拉荷马、堪萨斯

和德 克 萨 斯 地 震 动 参 数 预 测 模 型。Mousavi和

Beroza[34]全面综述了人工智能对地震学发展的推动

图9 桥梁颤振物理机器学习网络构架与预测结果[27]
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作用,该领域拥有地震动大数据,为机器学习应用奠

定了很好基础。地震动场特征主要由波动方程控

制,上述机器学习模型隐含波动方程,网络输出本质

是逼近波动方程解的部分性质。

图10 地震动与结构响应的LSTM模型

基于大数据的结构非线性滞变模型机器学习建

模方法和结构地震响应机器学习计算方法也逐渐成

为地震工程研究热点。王和樊、Wang等建立了结

构滞变模型机器学习智能计算框架DeepSNA,将输

入划分为与结构固定属性相关的静态特征和与不

同加载路径相关的动态特征,采用深度与交叉网络

建立 表 示 学 习 模 型 进 行 静 态 特 征 建 模,采 用

Transformer网络建立具有历史依赖效应的力学响

应预测模型进行动态特征建模[35,
 

36]。Zhang等[37]

建立了计算结构地震非线性响应的LSTM 网络,并
在网络架构中考虑了不同时间步之间结构响应的依

赖关系和地震动输入与结构响应输出之间因果关

系,如图10
 

A所示。Zhang等[38]进一步提出了求

解结构非线性地震响应的物理融合多LSTM 架构,
其中第一个LSTM以地震动为输入、以非线性响应

(速度、位移、滞变位移)为输出,另附加LSTM 以第

一个LSTM模化的非线性响应为输入、隐式输出非

线性恢复力或状态变量,损失函数由数据损失函数

和方程损失函数构成,网络架构如图10
 

B所示。基

于较少观测数据,Zhang等[38]使用该网络精确求解

了三层框架结构非线性地震响应与Bouc-Wen模

型。该类方法在建模中充分嵌入了方程物理约束,
提升了模型泛化能力。基于LSTM 建立地震动和

结构响应之间映射关系本质是隐式地逼近结构动力

学方程的解。
震后单体结构和城市工程系统地震破坏评估是

地震工程的重要内容。卫星遥感技术、无人机、机器

人和城市中密集分布的视频摄像系统及智能手机等

群智感知技术,可获取大量地震灾后图像和视频数

据,基于图像和视频大数据的单体结构和大规模城

市工程系统地震破坏识别的计算机视觉技术,可快

速自动评估地震灾情,深刻变革传统人工现场调查

灾害评估和管理模式。构件、单体结构、工程群、
城市工程系统尺度不同,地震破坏识别任务亦不

同。针对工程群和城市工程系统,主要从卫星遥感

图像呈现的稠密建筑群中识别出单体结构及其倒

塌破坏,Cui等[39]提出改进多头注意力机制Swin
 

Transformer骨干网络提取震后稠密建筑群的空间

相关特征,实现复杂场景下稠密建筑群及其破坏状

态识别,如图11所示。针对构件和单体结构及其损

伤,地震破坏会使构件几何形状与边界特征产生变

化,Wang等[40]提出几何约束一致性卷积神经网络

(Convolutional
 

Neural
 

Networks,
 

CNN),实现建筑

构件精准语义分割,获得结构地震损伤空间分布。
基于图像识别结构局部地震破坏,并不能给出

结构剩余抗震能力,Miao等[41]以震损构件参数和

图像为输入,经过CNN计算,输出震损构件地震损

伤系数,建立了震损构件图像与其地震破坏等级的

定量关系。Hoskere等[42]开发了基于物理图模型

的三维合成建模环境,获得建筑群震后破坏多视角

无人机图像,用于数据增强辅助网络训练和基于图

像的结构地震破坏程度定量评估。Lu等[43]提出将

数值模拟建筑群倒塌分布与无人机拍摄的真实建筑

倒塌分布进行对比,寻找最接近的数值模拟结果确

定地震破坏状态。
从城市密集分布的摄像系统和智能手机拍摄的

大量地震中结构振动视频提取结构地震响应,可揭

示真实结构地震行为并进行震后定量评估。Zhao
等[44]提出基于单目相机结构稠密地震响应识别网

络,为解决结构大变形严重破坏后单元难识别及数

据样本过少问题,提出结构大变形随机生成数据方

法,并设计神经网络识别大变形前、后结构单元;其
次设计另一子网络识别视频每一帧结构单元姿态参
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数及其对应物理空间坐标,得到每一单元位移响应,
如图12所示。因单元数即为感知点数,因此只用一

个相机数据即可得到结构稠密地震响应。
智能地震工程的研究面临的挑战之一是大震和

超大震的地震动场数据和结构破坏数据匮乏;其次,
结构非线性地震响应数值计算误差较大,基于计算

数据建立机器学习模型预测结构地震响应并不能提

高精度,应聚焦基于试验数据建立结构地震响应预

测机器学习模型,研究大规模城市工程系统地震破

坏预测机器学习模型;建立城市工程系统地震灾后

快速评估和物理—数据交互(实—虚)管理系统也是

值得关注的课题。

5 土木工程防灾减灾智能设计

土木工程传统设计流程是艺术设计、功能设计

和结构设计,艺术设计以主观创造性为特征,功能设

计和结构设计遵循相关的物理力学理论。机器学习

的生成能力尤其是近年人工智能大模型为机器艺术

设计或者基于数学的艺术设计开辟了崭新的范式,

也将土木工程设计全过程统一到数学计算框架中。
图13给出了土木工程防灾减灾智能设计统一架构,
包括创意设计、功能设计、结构智能计算与设计、艺
术渲染、图纸智能生成。

创意设计用于确定土木工程艺术形式和风格,
并为功能设计和结构设计提供空间设计域。生成网

络创造能力的数学原理是:网络学习已有数据高维

空间概率分布,再从概率分布随机抽样生成新数据,
生成土木工程新艺术形式和风格。Qian等[45]发现

土木工程几何外形特征的稀疏性,提出自稀疏生成

对抗 网 络 Self-Sparse
 

GAN 和 基 于 Self-Sparse
 

GAN无约束建筑几何外形智能设计方法;但土木工

程创意设计往往需要体现环境、文化、功能等用户偏

好,进一步提出了用户偏好建筑几何外形智能设计

方法[46],包括形状偏好模块和建筑融合模块,形状

偏好模块允许输入用户手绘草图或文本,并提出自

相似分数指标评价几何外形相似度;建筑融合模块

允许用户添加艺术风格和当地文化等偏爱元素,如
图14所示。采用智能设计方法可以在数秒内生成

图11 建筑群地震破坏状态识别的改进Swin
 

Transformer和多层级特征融合CNN[39]

图12 结构稠密地震响应识别Structure-PoseNet[44]
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图13 土木工程防灾减灾智能设计机器学习统一框架

 

图14 自稀疏生成对抗网络与土木工程艺术创意智能设计方法

数以万计具有特定主题但仍具有足够多样性的土木

工程艺术创意方案。
功能设计主要确定建筑空间系列功能,包括建

筑平面设计和建筑使用功能设计等,具有复杂性和

非线性特征,是一类复杂优化问题。Merrell等[47]

利用计算机图形学,提出由贝叶斯网络学习真实数

据,自动生成建筑平面布局的设计方法;Chaillou
等[48]提出ArchiGAN用于建筑平面图的设计,该网

络通过嵌套三个Pix2Pix
 

GAN模型生成楼层平面

布局;廖等[49]和Liao等[50]提出了用于剪力墙平面

布置的智能设计方法,并在多个住宅建筑结构上进

行了验证。
结构设计包括力学分析(含风和地震等防灾减

灾设计)和结构构件配筋设计等。当前,基于机器

学习的拓扑优化设计和基于深度强化学习的智能

设计方法在航天、汽车等诸多领域得到广泛研究,
但在土木工程领域的研究还较少。Qian等[51]以神

经网络 和Sigmoid激 活 函 数 逼 近 拓 扑 描 述 函 数

(TDF),

f(x)=􀰐
i
wiAi(x)=􀰐

i
wie

-α2‖x-xi‖
2

,

ρ(x)=
1

1+e-f(x)
(9)

式中wi 为神经网络权重,ρ(x)是连续密度值。因

Sigmoid函数连续可导,从而将传统水平集无导数

优化问题转换为基于梯度的优化问题,提出了结构

智能设计高效显式拓扑描述函数增强神经网络方

法,通过拉格朗日乘子法将拓扑约束优化问题转化

为网络优化问题,实现了高效三维结构智能设计

(图15)。设计中可采用有限元方法或智能方法进

行力学计算。
完成初步结构设计,需进行结构构件配筋等设

计。Jeong和Jo[52]利用深度强化学习设计符合美国

混凝土协会规范的钢筋混凝土梁;Li等[53]提出了基

于图神经网络和遗传算法的自动钢筋混凝土结构设

计优化方法,自动识别符合规范要求的最佳无碰撞

钢筋设计。
建筑渲染本质上是图像到图像之间的概率迁

移。生成模型为建筑渲染源图像和目标图像概率迁

移提供了深层特征迁移,其中扩散模型(Diffusion
 

Models,
 

DMs)[54]因其强大分布匹配建模能力,为
实现建筑智能渲染提供了有效机器学习算法,图16
给出基于预训练条件隐扩散模型(Latent

 

Diffusion
 

Models,
 

LDMs)[55]
 

的建筑智能渲染框架,将设计草

图渲染为逼真建筑图像。
最 后 的 图 纸 智 能 生 成,DeepMind 使 用

Transformer建立了自动生成CAD草图的机器学

习模型,初步探索了机器学习在图纸生成领域的应

用[56];Li等[57]基于Transformer技术,提出将手绘

图解析为CAD命令的Free2CAD。然而,更加符合

工程实际应用场景的建筑图纸自动生成技术还需进

一步研究。
土木工程防灾减灾智能设计将传统分割设计转
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化为数学优化或数学逼近统一设计模式,当前仍处

于起步和萌芽阶段,其面临的挑战包括机器学习艺

术设计创造性及其数学原理,结构方案设计的创造

性及其数学原理,高效智能计算理论,物理—数据

(实—虚)交互统一设计平台。

图15 拓扑描述函数增强神经网络方法和

智能设计的大跨度桥梁[51]

图16 建筑智能渲染扩散模型网络

6 展望与讨论

土木工程智能防灾减灾对土木工程学科将产生

深远的影响,但当前尚处于起步和探索阶段,以下问

题值得特别关注:
(1)

 

现阶段人工智能机器学习以大数据为特

征,土木工程领域的数据分散于各个实验室和企业,
数据共享、数据标准、数据标签和数据平台是本领域

发展的基础。
(2)

 

基于神经网络通用近似定理,机器学习网

络可以在高维空间逼近任意非线性函数,且逼近误

差与维数无关(多项式、小波等经典数值逼近方法的

逼近误差随维数增加而增大)[58,
 

59],但最近研究表

明,神经网络对数据高频分量逼近能力较差[60,
 

61],
该问题会影响机器学习的求解精度以及网络的收敛

性,严重限制其应用;大部分微分控制方程的物理机

器学习求解效率仍低于传统数值计算方法,还缺乏

重大突破性进展;不完备信息下输入输出映射关系

机器学习模型本质是反问题求解,解的唯一性、泛化

能力和可解释性至关重要;基于大数据的机器学习

模型可能给出不满足物理规律的预测结果,模型尚

需尽可能多地嵌入物理知识。机器学习应用于土

木工程防灾减灾领域,应加强对上述基础问题的

研究。
(3)

 

建立智能风工程、智能地震工程和防灾减

灾智能设计的统一大模型和统一理论应成为今后该

领域重点研究的课题。
(4)

 

适应智能社会发展,应尽早布局具有自学

习和自进化能力的土木工程智能防灾减灾理论和技

术、土木工程泛在感知与边缘计算理论和技术、物
理—数据(实—虚)交互灾害推演基础理论和统一平

台的研究。
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Abstract Based
 

on
 

the
 

Project
 

of
 

“Disaster
 

resilience
 

of
 

urban
 

engineering
 

structures
 

and
 

intelligent
 

disaster
 

prevention
 

and
 

mitigation”
 

under
 

Science
 

Fund
 

for
 

Creative
 

Research
 

Groups
 

(Grant
 

No:
 

51921006)
 

and
 

Integrated
 

Project
 

of
 

“Construction
 

of
 

database
 

for
 

high
 

Reynolds
 

Number
 

turbulence
 

and
 

integrated
 

research
 

on
 

machine
 

learning-based
 

turbulence”
 

under
 

Major
 

Research
 

Plan
 

(Grant
 

No:
 

92152301),
 

the
 

state-of-the-arts
 

in
 

artificial
 

intelligence
 

(AI)
 

for
 

disaster
 

prevention
 

and
 

mitigation
 

of
 

civil
 

engineering
 

(DPMCE)
 

is
 

reviewed,
 

including
 

the
 

disciplinary
 

logic
 

based
 

on
 

mechanics
 

and
 

challenges
 

issues
 

of
 

traditional
 

DPMCE,
 

machine
 

learning
 

paradigm
 

for
 

solving
 

governing
 

equations
 

in
 

DPMCE,
 

AI
 

for
 

wind
 

engineering,
 

AI
 

for
 

earthquake
 

engineering,
 

and
 

AI
 

for
 

design
 

methods
 

of
 

DPMCE.
 

The
 

critical
 

issues
 

in
 

this
 

field
 

are
 

discussed
 

and
 

recognized.
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