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[摘 要] 现代管理决策面临着错综复杂的不确定性。随着大数据应用的不断深化,最优化技术

与算力的持续提升,以及统计学与机器学习的蓬勃发展,预测驱动最优化正在成为应对复杂不确定

决策问题的有力工具。预测驱动最优化通过整合统计预测建模与决策最优化,实现对不确定性与

决策效能的联合统计管理,从而形成统计一致、有效的数据驱动型决策范式。本文聚焦于不确定环

境下的统计预测建模与管理决策最优化,分别探讨分布已知(随机型)与分布未知(分布鲁棒型)条
件下的预测驱动最优化模型框架。在此基础上,介绍预测驱动最优化在运营管理领域的前沿应用

研究,并总结若干重要的未来研究方向与挑战。
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  随着全球化进程的不断加快、技术与市场的不

断迭代更新,以及环境与气候变化影响的日益显著,
现代供应链、产业链网络以及社会网络日趋错综复

杂,这些因素促成了现代企业与组织越发复杂与多

样化的不确定性决策环境[13]。
与此同时,随着数据及技术环境的不断进阶演

化,现代管理决策正面临以下深刻挑战与创新机遇。
(1)

 

大数据应用的不断深化。随着移动互联技术的

广泛普及、数据采集、存储以及数字化技术的飞速发

展,具有超大规模、超高维度、多源异构、时空关联、
流式产生特点的大数据日益可测可获[4]。在大数据

背景下,经济社会、政府决策以及商业运营等管理活

动呈现出高频实时、深度定制化、全周期沉浸式交

互、跨组织数据整合、多主体协同等新特征[5]。基于

大数据的管理决策正逐渐成为科学研究与产业应用

的主流决策范式[6]。(2)
 

最优化技术与算力的持续

提升。复杂的决策问题往往可以建模为数学优化问

题,而现代最优化技术已经能够高效地求解线性规

划、二阶锥规划、半定规划以及整数规划等典型优化
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问题。用于求解大规模复杂优化问题的数值优化算

法也迎来突破性进展,包括内点法、信赖域算法、增
广拉格朗日函数法、零阶优化、稀疏优化等[7,

 

8]。同

时,并行计算、分布式计算以及云计算等技术的发
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展,大幅提升了处理大规模数据与计算任务的效

率[9]。进一步,各类优化建模方法,如随机优化、分
布鲁棒优化与在线优化[1012]等也全面扩展了最优化

方法的管理应用场景。特别地,分布鲁棒优化已成

为处理不确定环境下决策与最优化问题最重要的建

模范式之一[11,
 

13]。最优化技术的不断发展也催生

了众多高性能最优化求解器的涌现与迭代,如:

Gurobi、CPLEX、COPT、CMIP等,为现代管理决策

提供了有力的软件系统支持。与此同时,以大模型

为主的智算爆发引领了新一波算力发展浪潮,截至

2022年底,全球算力总规模同比增长24.8%[14],算
力赋能产业发展,互联网、大数据、人工智能与实体

经济融合发展的新业态、新模式正加速涌现。最优

化技术与算力已经成为大数据决策的基础支撑。
(3)

 

统计学与机器学习的蓬勃发展。统计学的诸多

重要理论与思想,如:反事实因果推断、超参数化模

型与正则化以及贝叶斯多层模型等,都为机器学习

等人工智能的发展奠定了坚实理论基础[15]。而在

大数据与现代计算技术的推动下,统计学也在不断

催生出新视角与新方法。另一方面,机器学习作为

数据科学的重要领域,发展了一系列引领潮流的先

进模型,如 随 机 森 林、生 成 对 抗 网 络(Generative
 

Adversarial
 

Network,GAN)、深 度 残 差 网 络

(Residual
 

Network,ResNet),以 及 大 模 型 (如

Transformer、GPT-3、ChatGPT)等[16,
 

17],并在智慧

医疗、金融科技、自动驾驶、市场营销等领域取得了

惊人的进展。特别地,现代计量经济学方法与机器

学习也正在不断渗透融合[18],并显现出独特优势。
例如,改进传统计量经济学方法,加强因果推断[18];
从海量、复杂、高维、非结构化、多模态数据中提取有

价值信息,改善变量测量[19];直接基于数据灵活选

择函数形式并构建算法,提高样本外事件预测的准

确性[20];以及发现稳健且具有解释性的模式,促进

理论构建[21]等。统计与机器学习的进阶发展正在

深刻影响并改变着预测与决策科学的研究范式与

方法[18]。
大数据、最优化技术及算力、统计学与机器学习

的发展为管理决策提供了要素、理论与技术支持,推
动了现代管理决策向数据驱动范式不断演进,以应

对日益复杂的决策环境。当前数据驱动型商业分析

的 重 要 组 成 部 分 是 指 导 性 分 析 (Prescriptive
 

Analytics),其致力于将混合数据、预测模型、优化技

术及业务规则进行协同,进而提供决策支持。指导

性分析的本质就是预测驱动最优化,即决策者利用

辅助信息(如协变量信息)来推断不确定参数的统计

信息,进而进行决策。例如,股票回报可能依赖于历

史价格以及社交媒体上反映市场情绪的文本[22],基
于这些信息,决策者能够更精准地预测未来股票回

报并建立收益更高、风险更低的投资组合;零售商面

对不确定的产品需求,可以根据预测的未来天气推

断出需求高低,从而制定订货策略[23];此外,天气状

况和时刻可以帮助预测道路网络拥堵的不确定性,
有助于找到具有最短时间的配送路径。随着全面跨

入大数据时代,预测驱动最优化已经在交通、医疗保

健、流程优化、供应链、电网与能源管理[2426]等领域

崭露头角,为应对各类复杂运营场景提供了灵活而

有效的方法框架。
预测驱动最优化并不是预测模型在优化模型中

的简单嵌入,而是两者的有机融合。构建预测驱动

最优化模型的关键在于确保其具有良好的统计性质

和高效的优化结构,这是一个复杂而系统性的挑战。
实现这一目标既需要借鉴统计学、数据科学、决策学

科与最优化方法的成熟理论,也需要在实际问题中

持续探索,深刻理解在具体决策问题下预测驱动最

优化模型的结构。为此,本文将重点基于不确定性

的统计建模方式以及预测 决策协同机制探讨各类

预测驱动型决策优化框架,并对不同框架的理论模

型、统计性能保证以及运营管理影响进行分析。具

体而言,本文首先介绍不确定性决策问题下主要的

预测驱动最优化框架及其统计理论,进而介绍预测

驱动最优化在具体运营管理领域如交通与物流管

理、库存管理以及收益管理中的应用研究,最后展望

预测驱动最优化的未来研究方向与挑战。

1 不确定性决策:预测驱动最优化框架与统

计理论

  考虑一类一般的不确定环境下的决策问题:决
策者制定决策z以最小化具有不确定变量y 的运营

成本c(z,y)。在制定决策z时,不确定变量y 是未

知的。决策者可以观测到不确定变量y 以及与不确

定变量y 相关的协变量x 的历史数据
 

={(xi,

yi)}ni=1。基于这些信息,决策者可以预测未来某种

情景下不确定变量y 的条件分布,从而针对未来可

能情景做出更为精准的决策。具体地,给定一个由

协变量x 所描述的情景,决策者致力于最小化此情

景下的条件期望运营成本:

min
z∈Z
EEy~PPy|x

[c(z,y)], (1)

其中
 

PPy|x表示给定协变量x 下不确定变量y 的条件
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分布。该 类 问 题 也 被 称 为 情 景 随 机 优 化 问 题

(Contextual
 

Stochastic
 

Optimization
 

Problem)。在

该问题中,协变量x 可以是外生变量,也可以是不确

定变量y 自身的滞后项,甚至是截至决策时决策者

所收集的所有信息。传统的无条件随机优化模型忽

略了协变量信息,基于不确定变量的无条件分布进

行决 策[10]。这 可 能 导 致 决 策 在 样 本 外 是 次 优

(Suboptimal)甚至不可行(Infeasible)[27]。
由于预测误差以及未来环境变化等因素,决策

者通常无法准确预测条件分布
 

PPy|x,而是仅具有
 

PPy|x
的 部 分 信 息。 为 了 对 抗 该 分 布 不 确 定 性

(Ambiguity),给定协变量x,决策者构造可能包含

条件分布PPy|x的集合 (x),并求解以下 min-max问

题,以最小化可能发生的最坏情况分布下的条件期

望成本:

inf
z∈Z

sup
PPy|x∈ (x)

EEy~PPy|x
[c(z,y)]. (2)

该问题也被称为情景分布鲁棒优化(Contextual
 

Distributionally
 

Robust
 

Optimization)问题。

1.1 随机预测驱动决策框架

本小节介绍近似求解情景随机优化问题[28,
 

29]

(1)的 三 个 典 型 的 决 策 框 架:“先 预 测 后 优 化”
(Estimate-then-optimize)、“联 合 预 测 优 化 ”
(Integrated-estimation-and-optimization)以 及 “端
到端优化”(End-to-end

 

optimization)。三者都由数

据所驱动,“先预测后优化”框架先构建预测模型,再
进行决策优化,预测模型不受决策模型影响;“联合

预测优化”框架在构建预测模型时考虑决策模型的

影响;“端到端优化”不对不确定变量直接进行预测,
而是学习协变量x 映射到决策z的决策规则。通过

对比这三种框架,我们可以更清晰地了解它们各自

的优势和局限性,为实际问题的求解提供更有针对

性的指导。
在“先预测后优化”决策框架中,我们首先利用

历史数据预测给定某一协变量x 下的不确定变量

y,然后基于此预测进行优化决策。经典的统计与机

器学习方法通常致力于估计不确定变量的条件期望

EE[y|x]。由于成本函数往往是高度非线性的,即
有c(z,EE[y|x])≠EE[c(z,y)│x]。因此,直接将

条件期望的点估计值代入成本函数再进行优化是不

恰当的。更合适的方法是先构建条件分布
 

PPy|x的预

测分布
 

PP̂ (x),再优化求解以下问题:

min
z∈Z

 
EE

y~PP̂
 (x)
[c(z,y)]. (3)

如果
 

PP̂ (x)能够较准确地预测真实条件分布PPy|x,

上述问题(3)将生成目标问题(1)的近似最优策略。

因此,构建预测分布
 

PP̂ (x)是先预测后优化决策框

架的核心。

针对高维不确定变量y 的预测分布
 

PP̂ (x)的构
建,研究者们提出了两种主要的方法:基于残差的方

法和基于权重的方法。这两类方法都使用离散分布

来建模
 

PP̂ (x),原因在于具有连续分布的随机优化

问题常受困于“维度灾难”而难以求解[10]。第一种

方法基于预测模型的残差来构建条件分布[30]。基于

历史数据
 

={(xi,yi)}ni=1,通过最小化预测损失,可
以得到不确定变量y 的条件期望的点估计函数

f̂(·)。相应地,样本
 

i
 

的残差为
 

ε̂i=yi-f̂(xi)。
基于残差可形成预测分布

PP̂ res(x)=
1
n􀰐

n

i=1
δ

f̂(x)+ε̂i
 

,

其中δA 为在A处概率为1的狄拉克(Dirac)分布。
该方法的优势在于可与任何预测模型结合,且当预

测模型具有一致性时,由该方法所得到的最优决策

具有渐近最优性。另一种方法则为历史数据分配不

同的权重来构造预测分布[31],即

PP̂ wtd(x)=􀰐
n

i=1
wi(x)δyi.

权重选择的核心思想是:对于新情景x,越接近其的

历史情景xi 所对应的历史不确定变量yi 应获得更

大的权重。Bertsimas和Kallus[31]证明了使用k 近

邻、NW核密度估计、局部线性回归、回归树以及随

机森林等机器学习方法确定权重,能够保证所得最

优决策的渐近最优性。在基于离散预测分布的方法

中,预测模型的复杂性并不会增加决策问题求解的

难度。这意味着,我们可以根据具体数据特征调整

预测模型,以改善所得最优决策的统计性质(例如,
加快收敛速率或减小方差),同时不影响优化性质。

在“先预测后优化”框架中,预测模型通过最小

化预测损失函数获得,并不涉及后续的决策优化问

题。然而,在某些情况下,误差较小的预测模型可能

产生次优的决策。这是因为真实最优决策基于真实

模型指定的方向进行优化;若预测模型所指引的优

化方向偏离了正确方向,就可能导致次优决策。而

预测模型的损失函数往往不对预测模型偏离真实模

型的方向进行区分。
为了缓解上述问题,“联合预测优化”决策框架

通过在训练预测模型时融入决策优化信息,以促使

预测模型指定的方向与真实模型指定的方向趋于一

致。该框架的提出可追溯至Bengio等[32]在投资组
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合管理中的早期研究,研究发现在处理金融时间序

列数据时,相较于最小化预测损失(例如均方误差),
通过最大化金融准则(如总利润)预测股票收益能够

带来更高的超额收益。Donti等[33]将这一思想拓展

至一般情景优化问题。他们使用连续参数分布(如
指数分布或正态分布)PPθ(x)来建模不确定变量y 的

条件分布
 

PPy|x。给定参数θ,代入PPθ(x)求解问题(1)
可以得到决策z*(x;θ)∈argmin

z∈Z
EEy~PPθ(x)

[c(z,
 

y)]。

此时,最优参数可通过最小化z*(x;θ)在经验分布QQ

n=
1
n􀰐

n

i=1
δ(xi,

  

yi)
上的平均成本得到,即:

L(θ)=EE(x,y)~QQn[c(z
*(x;θ),

 

y)]. (4)
进一步,假设不确定变量y 的支撑集有限,Grigas
等[34]在损失函数(4)的基础上学习条件分布

 

PPy|x,
并证明了该框架具有渐近最优性,且样本内最优值

收 敛 于 真 实 最 优 值 的 速 率 为
 

(n-1/2)。

Elmachtoub和Grigas[35]从“遗憾”(Regret)的角度

衡量由预测导致的决策偏差,并最小化以下SPO
(Smart

 

“Predict,
 

then
 

Optimize”)损失函数来构建

不确定变量的参数估计f̂θ
 (x):

LSPO(θ)=EE(x,y)~QQn[c(z
*(f̂θ(x)),y)-c(z*(y),y)],

 

其中,z*(·)∈argmin
z∈Z

c(z,·)。该损失函数度量了

使用参数估计f̂θ(x)代替不确定变量y 进行决策所

造成的偏差。由于EE(x,y)~Qn
[c(z*(y),y)]为常数,

SPO损失函数LSPO(θ)等价于损失函数(4)。SPO

损失可以理解为使用成本函数度量决策z*(f̂θ(x))
与z*(y)之间的差异。基于相似性的思想,Kong
等[36]直接最小化二者之间的经验距离。此外,还有

一些方法在传统的预测损失上加入决策误差正则

项,以保证在单一优化问题中同时考虑预测精度和

决策质量,如Loke等[37]。
然而,在很多情况下,此类复杂的损失函数是非

凸、不可微甚至不连续的,因此其优化求解是一个严

峻的挑战。一个可行的思路是给出这些损失函数的

凸近似。例如,Elmachtoub和 Grigas[35]提出使用

SPO损失的凸包络作为近似损失,其次梯度具有解

析表达式。后续研究[35,
 

38]探讨了该凸包络损失相

对于SPO损失的Fisher一致性、风险界限等统计性

质。对于复杂的运营管理问题,这些损失函数及其

近似函数的实际效果仍需大量的实践验证。
不同于以上两个框架需要构建不确定变量y 的

预测,“端到端”决策框架寻找一个由协变量直接映

射到决策的决策规则函数,以最小化协变量与不确

定变量的联合分布下的期望成本。该框架的优势在

于,一旦获得决策规则函数的解,对于未来可能发生

情景,只需将相应的协变量代入决策规则函数即可

迅速获得相应的决策,而无需再求解新的优化问题。
这一特性使得该框架特别适用于需要快速做出决策

的场景。
然而,该框架的应用也存在一些潜在的挑战。

首先,真实的协变量与不确定变量的联合分布是未

知的,我们通常只能通过经验风险最小化(Empirical
 

Risk
 

Minimization,ERM)来求解经验分布下的最优

策略函数。此时如何为历史数据中未出现的协变量

选择恰当的决策成为一个关键问题。其次,为了限

制搜索空间,通常假设决策规则函数属于某个由参

数化函数(例如线性函数或决策树)构成的集合中,
这个 函 数 集 合 通 常 被 称 为 假 设 类 (Hypothesis

 

Class)。假设类的指定对该框架至关重要。当假设

类过于简单时,如线性策略,可能无法准确捕捉真实

的决策与协变量之间的关系;而当假设类过于复杂

时,如神经网络,可能会导致优化过程变得极其困

难,并且大大降低决策的解释力。
针对线性决策规则,Ban和Rudin[27]对报童问

题中线性订货策略的性能进行了研究。他们指出,
在线性需求模型的情况下,ERM 的泛化误差为

(dim(x)·n-1/2),其中dim(x)为协变量的维度。

Bertsimas和 Kallus[31]进一步指出,对于一般的优

化问题,线性决策策略并非渐近最优。为了解决这

一问题,Bertsimas和 Koduri[39]将假设类指定为再

生核 希 尔 伯 特 空 间(Reproducing
 

Kernel
 

Hilbert
 

Space,RKHS)并证明了一般问题下RKHS决策策

略的渐近最优性。在非线性决策规则方面,深度神

经网络(Deep
 

Neural
 

Network,DNN)被应用于报童

问题中学习订货策略[40]。Rychener和Sutter[41]表
明,由随机梯度下降法训练得到的基于DNN的决

策规则近似最小化贝叶斯后验损失。Zhang等[42]

引入了分段线性决策规则,并给出了无约束问题的

有限样本风险界限以及有约束问题的渐近最优性。
前文所提及的情景也可以指决策者可利用的所

有信息,例如历史数据。将历史数据看作随机变量,
进而将从中学习到的决策规则视为一个统计量。基

于此思想,Feng和Shanthikumar[43]提出了运营统

计量(Operational
 

Statistic)的概念。他们进一步阐

明:应当基于成本函数的结构信息以及不确定变量

分布的统计信息构建决策规则z(·)(运营统计量

的具体函数形式)所属的假设类(记为 stat),并优化



 

 754  中 国 科 学 基 金 2024年

以下问题构建运营统计量:
 

z*(·)∈argmin
z(·)∈ stat

EE[c(z(Y),y)],

其中,Y 表示不确定变量y 的历史数据。他们展

示了在一维不确定变量的情况下,运营统计量相

较于传统的最小二乘等统计量,具有更优的决策

性能。

1.2 分布鲁棒预测驱动决策框架

虽然随机预测驱动决策方法具有渐近一致性等

优良性质,但当协变量向量的维度较大时,这些方法

会产生过于乐观的决策[44]。此外,随机预测驱动决

策方法高度依赖于数据生成过程的“稳定”性而缺乏

应对高度不确定环境的鲁棒性。为了获得更具鲁棒

性的决策,学者们考虑将情景随机优化问题正则

化[45]或将其拓展为分布鲁棒优化问题(2)。Kannan
等[46]考虑了以基于残差的预测分布为中心,分布

间距离度量为 Wasserstein距离dW(·)的分布不

确定集:

res
γ (x)= {PP∈ (RRdim(y))|dW(PP,

 

PP̂ res(x))≤γ},
其中,

 

(·)表示定义在该支撑集上的所有概率分

布。当数据生成过程以及成本函数满足某些条件

时,他们证明了最小二乘等回归方法所构建的预测

分布能够确保问题(2)具有渐近最优性。此外,他们

展示了当不确定分布集的半径γ 被设置为
 

((n·

logα)-1/dim(y))时,样本外成本超过样本内最坏情况

分布下期望成本的概率,即“样本外失望度”(Out-
of-sample

 

Disappointment),将小于等于任意预设

的显著性水平α,即有:

PP{EEy~PPy|x
[c(z*,y)]> sup

PP∈ wtd
γ (x)
EEy|x~PP[c(z*,y)]}≤α,

其中,PPy|x为真实条件分布,z* 为样本内最优决策:

z* ∈inf
z∈Z

sup
PP∈ wtd

γ (x)
EEy|x~PP[c(z*,y)]。类 似 地,

Bertsimas和 Van
 

Parys[44]考虑了以基于权重的预

测分布为中心,分布间距离度量为相对熵(Relative
 

Entropy)dE(·)的分布不确定集:

wtd
γ (x)= {PP∈ (RRdim(y))|dE(PP,

 

PP̂ wtd(x))≤γ}.
鉴于测 试 数 据 可 能 非 常 稀 少,他 们 利 用 自 举 法

(Bootstrap)从训练集中生成数据,并提供了以自举

数据作为代理测试数据的样本外失望性能保证。
针对时间序列数据,Hu等[47]提出了一种嵌套

分布不确定集(Nested
 

Ambiguity
 

Set),其结构性地

嵌入了一般多元时间序列预测模型,以保证鲁棒性

的同时提升预测准确性。具体而言,他们构造了以

下基于历史观测y[t-1]={y1,…,yt-1}条件下第t
期不确定变量yt 的分布不确定集:

t|y[t-1]
γ = QQt∈ (RRdim(y)

+ )

yt ~QQt,
 

εt ~PPt
                         

yt=A0
t +A1

ty1+…+At-1
t yt-1+εt

dW(PPt,
 

PP̂ t)≤γ

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁􀪁

􀮦

􀮨

􀮧

􀪁
􀪁
􀪁􀪁

,

其中,不确定变量yt 与其滞后项y[t-1]的关系由一

类一般多元时间序列模型所刻画,误差εt 的分布位

于以残差经验分布为中心、半径为γ 的 Wasserstein

球内。进一步地,他们嵌套地构建了整个时间序列

(y1,…,yT)的分布不确定集:

nstd
γ = QQ∈ (RRdim(y)×T

+ )

(y1,…,yT)~QQ

yt|y[t-1] ~QQt ∀t=1,…,T

QQt∈
t|y[t-1]
γ ) ∀t=1,…,T

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁􀪁

􀮦

􀮨

􀮧

􀪁
􀪁
􀪁􀪁 .

该集合在模型设定正确且满足一定的正则条件的情

况下,能够保证决策具有渐近最优性。此外,他们还

探讨了在有限样本情况下,如何合适地设定参数γ
以使得发生样本外失望的可能性较小。

Mao等[48] 采 用 似 不 相 关 回 归 (Seemingly
 

Unrelated
 

Regression,
 

SUR)来捕捉高维不确定变

量之间相关性(异方差性)以及决策依赖性。通过使

用可行广义最小二乘估计该计量模型,他们进一步

构建一个基于计量模型、经验协变量和残差的分布

不确定集:

SUR
γ (z)= QQ∈ (Rdim(y)

+ ×Rdim(x)×Rdim(ε))
(y,x,ε)~QQ;

 

(x,ε)~PPn
(x,ε)

EEQQ[‖y-f̂SUR(z,x,ε)‖]≤γ  ,
其中,z 作 为 决 策 影 响 不 确 定 变 量y,PP n

(x,ε)=
1
n􀰐

n

i=1
δ(xi,ε̂i

)为由样本内协变量与残差构成的经验

分布,f̂SUR 为 估 计 的 需 求 预 测 模 型。约 束 条 件
 

EEQQ[‖y-f̂(z,x,ε)‖]≤γ 实际上刻画了预测模

型f̂SUR 的期望预测误差不超过容忍水平γ。在他

们所研究的问题中,Mao等证明了最坏情况分布
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下期望 成 本 等 于 基 于 预 测 经 验 分 布
 

PP̂ SUR(z)=
1
n

 

􀰐
n

i=1
δ

f̂SUR
 

(z,xi,ε̂i
)

 的期望成本与某一正则化函数

ϕ(z)之和,即:

sup
PP∈ SUR

γ (z)
EEy|z~PP[c(z,y)]

 
 

 =EE
y|z~PP̂ SUR(z)

[c(z,y)]+γϕ(z).
基于此正则化结构,他们证明了所提出的分布鲁棒

优化模型具有渐近最优性以及样本外失望的有限样

本性能保证。
区别于最小化最坏情况分布下的期望成本,

Sim等[49]提出决策者也可以在达到一定目标成本

的情况下最大化模型的鲁棒性。他们将此框架中集

成预测分布
 

PP̂ (x),并构建了如下的优化问题以考

虑预测分布的分布不确定性:

min κ

s.t. EEy~PP[c(z,y)]-τ≤κ·d(PP,
 

PP̂ (x)), ∀PP∈ ()

 z∈ ,κ≥0,
(5)

其中τ为决策者制定的目标成本,κ 表示系统的脆

弱性,d(PP,PP̂ (x))为预测分布与经验分布之间的

距离度量。该模型还可以拓展考虑模型(系数)的不

确定性。在鞍目标函数、两阶段线性优化问题以及

决策依赖预测等场景,问题(5)具有可求解重构。
在情景分布鲁棒优化问题(2)中,若条件分布

PPy|x 落在了分布不确定集
 

(x)之内,则可以使用

分布鲁棒优化方法来对冲概率分布的不确定性;反
之,若真实分布落在给定的分布不确定集之外,即发

生了模型误设(Model
 

Misspecification),则分布鲁

棒优化模型在真实概率分布下的决策性能可能无法

得到保证。为了解决该问题,Liu等[50]提出全局分

布 鲁 棒 优 化 模 型 (Globalized
 

Distributionally
 

Robust
 

Optimization): 

min τ
s.t. EEy~PP[c(z,y)]-τ≤γ·min

QQ∈ (x)
(PP,QQ), ∀PP∈ ()

 z∈ , τ≥0,
该模型通过考虑不确定概率分布的支撑集之外的分

布信息,在对冲分布不确定性的同时,又能有效缓解

模型错误所带来的决策下行风险。全局鲁棒优化模

型可与主流的不确定性优化模型无缝集成,且不会

产生任何额外的计算成本。
大多数关于决策规则学习的文献都假设了决

策 规 则 函 数 的 参 数 形 式,但 Zhang 等[51]在

Wasserstein分布不确定集下研究了分布鲁棒条

件报童 问 题,而 没 有 对 假 设 类 设 置 一 个 明 确 的

结构:

z*(·)∈arginf
z(·)∈

sup
dW(QQ,QQn)≤r

EE(x,y)~QQ[c(z(x),y)].

其中,假设类Z 不包含任何结构信息。他们通过

“Shapley”插值拓展得到最优订货决策规则。类似

的思 路 被 扩 展 到 分 布 间 距 离 为 因 果 传 输 距 离

(Causal
 

Transport
 

Distance)———一 类 在

Wasserstein距离的基础上增加条件分布约束的分

布距离度量。

2 预测驱动最优化在运营管理中的应用

本节将介绍预测驱动最优化方法在运营管理领

域的应用研究,重点关注交通与物流管理、库存管理

以及收益管理。

2.1 预测驱动交通与物流管理

在交通与物流管理领域,“先预测后优化”方法

已得到广泛应用。Glaeser等[52]研究了在线零售商

的时空选址问题。他们利用人口统计、经济数据、商
业地点数据以及零售商的历史销售与运营数据,采
用 固 定 效 应 回 归 模 型 估 计 时 空 竞 食 效 应

(Cannibalization
 

Effects),并运用随机森林预测需

求。基于上述预测结果,他们进一步求解优化问题,
以确定最优选址与排程决策。Hu等[47]研究了在商

品需求分布不确定性下的多阶段分布鲁棒枢纽选址

问题。他们通过融合时间序列预测模型,构建了基

于 Wasserstein距离的嵌套分布不确定集,并进一步

发展 了 预 算 驱 动 的 多 阶 段 枢 纽 选 址 模 型。Mao
等[48]研究了两阶段联合生产与服务规划问题,该问

题中存在需求不确定性且服务决策是需求的一个关

键协变量。为了解决服务依赖性、跨产品需求的相

关性以及异方差性问题,他们使用了似不相关回归

模型和可行广义最小二乘法来开发需求预测计量模

型,并基于此构建了相应的预测驱动型分布不确

定集。
近年来,“联合预测优化”方法也成为了研究与

应用的热点。Elmachtoub等[53]利用SPO损失函数
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构建了决策树模型。他们的方法得益于决策树的可

解释性,通过将协变量空间划分为不同部分,每部分

都对应着一个最优决策。他们证明了叶节点成本向

量的平均值可以最小化该叶节点的SPO损失,这极

大地简化了在SPO损失下训练决策树的优化问题。
他们利用真实数据对具有不确定旅行时间的最短路

径问题进行了研究。实验结果表明,与分类回归树

(CART)等侧重于最小化预测误差的机器学习方法

相比,他们的方法能够提供更高质量的决策,并且模

型复杂度显著降低。Demirovic等[54,
 

55]将SPO损

失函数应用于排序优化和动态规划中的特定问题。
基于SPO损失函数构建的预测模型方法,同样可推

广应用于更广泛的物流管理相关问题,如最后一英

里 配 送 问 题、海 上 运 输 问 题 以 及 船 舶 检 修

问题[56,
 

57]。

2.2 库存管理

有效利用协变量信息能够显著提高管理决策的

效能,这在众多“先预测后优化”的实践研究中得到

了体现。Ban等[58]研究了需求不确定的新产品动

态采购问题。企业虽无法预知新产品的需求,却掌

握过往同类产品销售的相关数据,如历史需求和产

品特性等协变量信息。他们利用协变量关联相似产

品的历史需求数据,构建了新产品的需求预测模型,
并据此发展了情景树与多阶段随机规划模型。研究

证明,随着样本量的增加,所提出的方法趋于渐近最

优。通过运用全球时尚零售商Zara提供的真实数

据,研究揭示了忽视协变量信息可能导致最优决策

出现系统性偏差,并可能引起总成本上升6%至

15%。Bertsimas和Kallus[31]应用了基于权重的条

件分布预测方法,解决了一家大型媒体公司的库存

管理问题,该公司需对不同零售点的各类产品库存

进行管理。他们采用机器学习模型,将需求视作店

铺位置、电影属性(如类型、评分、票房等)及其他大

规模公共数据(如电影的本地化谷歌搜索查询)的函

数,进行建模分析。研究表明,该方法能显著缩小不

考虑上下文数据的朴素方法与具有完美预见能力的

方法(即在需求实现前已知需求)之间的成本差异,
达到88%的成本缩减。Lin等[45]探讨了在一个具

有未知新产品需求的报童模型中,如何在利润风险

约束下最大化期望利润。他们同样采用机器学习方

法,根据协变量对新产品与先前产品间的相似度进

行加权。然后,该权重被用于构建期望利润目标函

数以及利润风险约束的近似,从而得到风险规避报

童模型的数据驱动近似解。他们发现,在数据驱动

型决策中,平均利润可能会随着风险承受能力的增

加而增加,这与理论上风险规避的报童模型所预期

的结果相反。这一现象的出现,主要原因是利润风

险约束在缓解数据驱动决策中抽样误差和模型误设

方面发挥了有效的规范作用。关于新产品需求预测

的其他研究还包括Baardman等[59]。

Ban和Rudin[27]提出了两种联合预测优化方法

求解报童问题中的最优订货量。第一种方法基于经

验风险最小化原则,通过求解单一问题确定订购量,
其中决策变量涉及将产品特征映射至订购量的决策

规则,目标在于最小化基于样本数据的成本估计。
第二种方法采用核回归模型对条件需求分布进行建

模,并运用排序算法确定最优订购量。论文推导了

这两种方法的样本外表现的理论界限,并将这些方

法应用于英国某大型教学医院的急诊室护士人员配

备问题。研究结果表明,所提出的方法在样本外成

本方面相较于现行实践基准有高达24%的提升。

Qin等[60]在数据驱动的背景下,对经典的多期联合

定价与库存控制问题进行了研究。在该研究中,需
求分布未知,而决策者仅能获得由一系列候选函数

所构成的需求假设集。进一步假设真实的需求函数

可以表示为需求假设集中候选函数的非负组合,并
提出了一种数据驱动型近似算法。研究证明了算法

的样本复杂度界限:为确保接近最优利润,每一周期

所需的样本数量需满足
 

(ε-2T6logT),其中T 代

表周期数,而ε表示数据驱动策略的期望利润与最

优期望利润之间的绝对差值。数值研究部分阐述了

如何基于数据构建需求假设集,并验证了所提出的

数据驱动算法能有效地解决动态问题,同时在与基

准算法的比较中显著缩小了最优利润差值。
端到端决策框架,尤其是基于深度学习的决策

策略,已在众多库存管理研究中得到了应用[6163]。

Qi等[62]的研究聚焦于多周期库存补货问题,该问题

涉及不确定的需求与供应商提前期。该框架运用深

度学习模型,直接根据输入特征预测建议的补货量,
无需对不确定变量的分布做出任何先验假设。作者

在京东开展的实地实验结果显示,与京东之前的做

法相比,新算法显著降低了持有成本、缺货成本、总
库存成本以及周转率。此外,该算法还缩短了决策

周期,并提供了具备通用性与扩展性的自动化库存

管理方案。Tian和Zhang[63]同样在报童问题中应

用深度学习模型以确定订货量,通过利用文本在线

评论数据,他们证明了该方法能将订购决策成本降

低28.7%。Neghab等[64]专注于处理具有复杂相关
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需求和不可观察系统状态的报童模型,提出了一种

集成优化算法,该算法基于神经网络与隐马尔可夫

模型。最后,对数据驱动模型在库存管理理论与实

践方面影响感兴趣的读者,可进一步参阅Erkip[65]

的综述。

2.3 数据驱动收益管理

收益管理的核心目标是通过优化选品、定价、促
销等策略,在资源有限及市场波动的环境下,最大化

企业的总收益。该领域的研究问题多源自企业的实

际管理需求,并且需充分考虑具体商业实践情境,例
如在预测产品需求时须兼顾产品生命周期、类别等

因素[66]。这催生了一系列具有实际商业需求的研

究。Baardman等[67]提出了一种需求预测模型,该
模型能够有效捕捉价格、市场环境与顾客行为之间

的相互作用效应。该模型采用的估计方法融合了正

则化有界变量最小二乘法、工具变量法等计量经济

学与因果推断领域的常规技术,进而为客户提供定

制化的价格促销策略。以快时尚企业 Oracle的实

际数据为例,该需求模型成功降低了11%的预测误

差,并使得相应的最优策略带来了3%至11%的利

润增长。此外,相关研究还涵盖了运用竞争对手价

格信息进行需求预测、全新产品需求预测以及多销

售渠道中异质性顾客购买行为的预测[68,
 

69]。
在线学习框架整合了预测与决策制定过程,其

运作流程与联合预测优化相似。在初始阶段,决策

者对模型(如市场价格弹性)及数据(如历史价格与

需求)认识不足。随着时间的推移,企业持续进行决

策(如价格设定),并同步收集数据以学习模型参数,
逐步逼近最优决策。此过程中,数据收集、模型推理

与决策制定相互依存,并循环动态地推进。在线学

习方法在个性化定价领域的应用尤为广泛,即企业

依据产品特性为各别产品定制价格,并兼顾客户对

产品价值随时间变化的评估。Qiang和Bayati[70]首
次引入协变量至需求函数中,其中需求函数对价格

及协变量(包括客户特征与市场环境)呈线性关系。
决策者须同步确定产品价格并学习协变量的线性系

数。在特定条件下,贪婪算法能够实现log(T)遗

憾,其中T 代表学习阶段的持续时间。后续研究进

一步探讨了协变量的稀疏性、非参数需求函数、低销

量产 品 定 价 策 略 以 及 非 独 立 同 分 布 的 协 变 量

特性[71,
 

72]。
此外,还有研究[73,

 

74]探讨了在需求函数未知条

件下,卖方如何通过定价策略实现收益最大化的问

题。由于决策者仅基于未知分布中抽取的样本,直

接将样本映射至价格决策,而非估计需求函数,因此

该方法实质上属于端到端优化的范畴。在这些研究

中,Chen等[74]针对多产品定价问题进行了深入探

讨。作者未使 用 交 易 数 据 来 拟 合 离 散 选 择 模 型

(Discrete
 

Choice
 

Model),而是基于数据将顾客潜在

估值的不确定性集合建模为一个多面体集合。研究

假设新顾客的估值遵循由多面体结构隐含的经验分

布,卖方据此通过最大化极值概率分布下的收入来

设定价格。基于真实数据,验证了在历史数据规模

受限或模型设定存在偏差的情况下,该定价策略具

有显著优势。

3 未来研究方向与挑战

本节旨在探讨预测驱动最优化领域未来研究的

重要方向。
(1)

 

分布不确定性。在已有的预测驱动最优化

理论与应用研究中,通常假定不确定变量的分布在

样本外保持不变。因此,多采用随机规划模型进行

处理,而考虑分布不确定性的研究相对稀缺,且主要

集中在先预测后优化的框架内。在实际数据生成过

程中,不确定变量的分布往往呈现出参数性、甚至结

构性的变化,这些变化超出了假定已知分布的随机

规划模型的处理范畴。此外,分布不确定性模型也

不一定相对保守。例如,Van
 

Parys等[75]借助大偏

差理论阐明,基于相对熵距离的分布鲁棒优化问题,
等价于在对样本外失望进行约束的情况下寻找最不

保守的预测分布与决策。因此,未来研究的一个重

要方向在于如何扩展现行的分布鲁棒优化模型,赋
予其更为灵活的统计与优化建模能力,从而使其更

加“智慧”地求解运营管理决策问题。
(2)

 

可解释性。在自动化决策系统中,决策实

体在进行决策时需要提供“有意义的逻辑信息”(即
具备“可解释性”)。尽管在机器学习领域,可解释性

问题已受到广泛关注,然而在预测驱动最优化的研

究中,这一议题尚未得到充分探讨。当前,探索如何

借助多种方法提升预测驱动最优化模型的可解释

性,从而使决策者能够更加直观地理解和信赖模型

输出,正成为亟待深入研究的重要课题。
(3)

 

因果推断与内生不确定性。虽然决策依赖

不确定性问题———即不确定变量受决策影响的情

形———已取得一定研究进展,但在考虑协变量信息

的背景下,相关文献仍相对匮乏[31,
 

39,
 

48]。在众多实

际问题中,常常存在不确定变量与决策之间具有未

知的因果关联。例如,在设施选址问题中,设施的布
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局可能引起所在区域需求的变动;同样,在报童问题

的定价决策中,需求量以及影响需求量的其它协变

量可能受价格影响。由于决策是基于不确定变量的

历史数据做出的,当尝试使用回归模型建立它们之

间的关系时,往往会面临内生性问题,从而导致回归

系数乃至后续决策出现偏差。因此,在处理具有决

策依赖不确定性问题时,需要运用因果推断方法,以
应对内生不确定性问题。

(4)
 

不可观测效应。现代大规模数据集通常由

具有不同结构的数据子集构成。例如,总需求数据

往往是由基于人口统计学特征划分的多个需求子数

据集汇总而成。一方面,仅依靠最小化总数据集分

布的平均目标损失,并不足以确保各个基于子数据

集分布的目标损失均得到有效控制。决策者通常仅

能观测到总数据集的概率分布,而难以获取子数据

集的具体信息,即对应的隐变量信息。另一方面,预
测模型往往难以涵盖所有对因变量有影响的协变

量。以时空需求预测为例,城市区位、文化背景、经
济趋势周期等因子显然会对需求水平产生影响,但
这些因素往往难以直接度量。这些不可观测因素可

以被视为隐变量(Latent
 

Variables)。因此,如何处

理不可观测效应也是预测驱动最优化发展的重要方

向之一。
(5)

 

模型误设。模型误设(Model
 

Misspecification)
一直是统计学领域的基础性问题。早期研究中,学
者们致力于深入剖析模型设定偏差对统计推断及参

数估计的具体影响,并在此基础之上逐步发展出模

型选择、模型验证、偏差诊断及检验等研究方向。近

年来,模型误设问题还在一系列热门领域中被广泛

研究,包括机器学习、贝叶斯推断、因果推断、金融建

模以及动态最优控制[7678]等。近期,Cerreia-Vioglio
等[79]与Liu等[50]分别从决策理论与优化建模的视

角,将分布不确定性(Ambiguity)与模型误设整合入

不确定性决策模型与分布鲁棒优化模型中。特别

地,Liu等[50]提出了全局分布鲁棒优化模型,该模型

规定鲁棒性约束必须严格适用于分布不确定性集中

的概率分布;而对于分布在该不确定性集之外的情

形(即出现模型设定偏差的情况),则允许鲁棒性约

束在一定范围内被放宽,其放宽程度受模型设定偏

差容忍度的制约。此外,运营管理领域中,运用模型

平均方法以规避模型误设的潜在研究方向亦值得

关注[80]。

4 总结与展望

预测驱动最优化现已成为提升决策效率的关键

工具,它是预测模型与优化模型的深度融合。构建

具备优良统计特性及高效优化架构的预测驱动最优

化模型是当前一项复杂且至关重要的挑战。实现此

目标不仅需要汲取统计学、数据科学、经济学等领域

的成熟理论,并且需要在实际问题中不断探索,挖掘

预测驱动最优化模型在特定决策场景下的独特结

构。将预测模型,不确定性建模,最优化及机器学习

整合至决策过程中,为复杂管理决策问题提供创新

的分析视角与管理洞见,正在成为意义深远的统计

管理研究。
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Abstract Modern
 

decision-making
 

in
 

management
 

problems
 

is
 

confronted
 

with
 

intricate
 

uncertainties.
 

With
 

the
 

extensive
 

applications
 

of
 

big
 

data,
 

persistent
 

enhancement
 

of
 

optimization
 

techniques
 

and
 

computing
 

power,
 

as
 

well
 

as
 

flourishing
 

development
 

of
 

statistics
 

and
 

machine
 

learning,
 

predictive
 

optimization
 

is
 

emerging
 

as
 

a
 

potent
 

tool
 

to
 

address
 

complex
 

decision-making
 

problems
 

under
 

uncertainty.
 

By
 

integrating
 

statistical
 

(predictive)
 

modeling
 

with
 

decision
 

optimization,
 

predictive
 

optimization
 

achieves
 

a
 

joint
 

statistical
 

management
 

of
 

uncertainty
 

and
 

decision
 

efficacy,
 

thereby
 

forming
 

a
 

statistically
 

consistent
 

and
 

efficient
 

data-driven
 

decision-making
 

paradigm.
 

In
 

this
 

study,
 

we
 

focus
 

on
 

statistical
 

predictive
 

modeling
 

and
 

management
 

decision
 

optimization
 

under
 

uncertain
 

environments,
 

exploring
 

the
 

frameworks
 

of
 

predictive
 

optimization
 

models
 

with
 

known
 

(i.e.,
 

stochastic
 

optimization)
 

and
 

unknown
 

(i.e.,
 

distributionally
 

robust
 

optimization)
 

distributions.
 

Furthermore,
 

we
 

introduce
 

the
 

state-of-the-art
 

applications
 

of
 

predictive
 

optimization
 

in
 

operations
 

management.
 

Finally,
 

we
 

summarize
 

key
 

future
 

research
 

directions
 

and
 

challenges.
  

Keywords predictive
 

optimization;
 

uncertainty;
 

statistical
 

theory;
 

managerial
 

application
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